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Previsio i disseny d’experiments

Al B5 parlem de variables i condicions; i es defineix el disseny d’experiments com:

“estimar |'efecte causal de la intervencio X en la resposta Y donades les condicions Z”

La resposta Y ha de mesurar el nostre objectiu
La intervencid X és el nostre potencial per canviar el futur

Les condicions Z ‘predeterminen’ el futur i permeten anticipar Y

wikipedia.org: “causality” “causality contrasted with conditionals” i “Judea Pearl”

VEURE enfront de FER:

Estudis observacionals: veiem i podem fer previsions, predir, anticipar,...

Els individus arriben amb el valor de Z [que relacionem amb la resposta Y]

Estudis experimentals: fem i podem intervenir, canviar el futur

Observem l'‘efecte en Y havent assignat X a les unitats

La clau per intervenir és ser ‘propietaris’ de la variable X

El passat (Z) ens esclavitza, el futur (X) ens allibera

porre VA



- LY 4

Previsio i disseny d’experiments

Per respondre una pregunta ‘causal’ sobre una condicié Z, hem de pensar

un experiment on ‘assignar’ aquesta condicid Z.

4

Exemple: per respondre si hi ha discriminacid per genere, podem ‘assignar
a I'atzar un nom i una foto de dona/home a uns curriculums i preguntar

quin salari els hi pagarien. [Aixo permet deixar fixes o iguals (‘controlar’) totes les

altres variables: experiéncia, dedicacio, formacio,...]

e Aixi podriem estimar |'efecte de ser dona/home en el salari.

e Pero, en el futur, no podrem ‘assignar’ el genere a un ciutada...

Resum:
1) Un experiment amb assignacio a l'atzar permet estimar

‘efectes’ havent controlat totes les altres variables.

2) Conveé valorar la possibilitat d’assignar en el futur per saber

si podem utilitzar la relacid per predir o per intervenir
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Que diries d’aquestes histories?

Temps dels records mundials de 10000 metres

masculi: 1912-2004

Consum de gas per calefaccid, segons una mesura
de fred al exterior (nombre dies temperatura inferior a

659F ~ 18.3°C)

Canvi climatic: stress del monsd al Mar Arabic,
segons superficie nevada continental.
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Model "quantitativa vs quantitativa”
REGRESSIO (lineal simple)

Una equaciéo com Y=b,+b,X pot relacionar-nos dues variables com aquestes:

Aixi, tenim un model per previsions del consum (Y) segons la speed | fuel
10 21

velocitat (X). En aquest cas, Y = 11.058 - 0.01466X 20 "
30 10

e Qué vol dir el coeficient —0.014667? 40 8

, . 50 7

e Realment podem esperar menys consum amb més velocitat? 0 -
70 6.3

No oblidem que el consum de benzina no depen nomes de la 80 6.95
. 90 7.57

velocitat.
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o o 110 9.03

] 120 9.87
130 10.79
2 140 11.77
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EXEMPLE: Cervesa i contingut d’alcohol a la sang

Un estudi ha sol-licitat a 16 voluntaris que es prengui una quantitat determinada
(aleatoriament) de cervesa, mesurada en llaunes, i es mesura l'alcohol a la sang

trenta minuts després [%alc. /dl sang].

Un model simple és

ajustar-hi una recta,

0.15
I

que implica dos parametres:

pendent i constant a l'origen

alcohol en sang
0.10
|

Al voltant tenim una certa

dispersié que requereix un

0.05
|

tercer parametre:

la variancia o2

cerveses

(The Basic Practice of Statistics. 4th ed. David S. Moore. Example 24.7)



REGRESSIO: model i parametres

Sigui el model: Y; = Bg + B1X; + §;
Y, valor de la variable resposta Y en el cas i

X; valor que pren la condicio X en el cas i
g error aleatori o distancia a la recta del cas i (centrat al 0)
Els parametres seran: B, com a constant a l'origen, B, com a pendent de la recta,
i o2 com la variancia de ¢, o variancia residual

(distingim: B, + B;X, com a part determinista (lineal) de Y, g com a part aleatoria de Y)

EXEMPLE: (Estadistica per a enginyers informatics. Ed UPC pg 141 Ref: Eei.Ed.UPC pg141)

Homes adults i sans de Barcelona: Y és Pes en Kg, X és Alcada en cm. Suposem model recta

amb parametres: B, = -100 KgB; = +1 Kg/cm c = 6Kg
Quin pes correspon a un senyor de 160 cm? Soluci6: ... I a un de 180 cm? Solucio: ...
Que significa “correspon”? Solucioé: ...

Que significa o = 6Kg ? Solucio: ...

Que opina de la etiqueta ‘pes ideal’ en algunes farmacies? Solucio: ...
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Y(Peso (Kg))

El parametre més important per un estadistic és la variancia o2

(encara que o és més facil d’interpretar).

Diferents valors de o condicionaran la forma del nuvol de punts

100 120
| |

80

60

20

sigma =2
L]

®
5
<
o
3
O
>-

T T T T T
140 160 180 200 220
X (Altura (cm))

Noms possibles per ¢:

sigma =6 sigma =18

120
120

80 100
100

80

Y(Peso (Kg))
60

140 160 180 200 220 140 160 180 200 220

X (Altura (cm)) X (Altura (cm))

negatius — error, residu, pertorbacio

positius — idiosincrasia
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Coeficient R?2

SXY
Es va veure que: sy =17 = —""—
SXSY

De fet, r estudia la relacid (lineal) entre dues variables X i Y amb un rol simétric.

Definim el coeficient R2 (Coeficient de determinacio, o R-squared), com el
quadrat de la correlacid lineal . Noteu que 0 < R2 <1 ...

Ve a significar quina fraccié de la variabilitat de Y s’explica per el factor X
(la interpretacio torna a ser asimétrica).

- Tingueu present que un R? alt ens diu que el model lineal fa un bon ajustament de
les dades :: els punts s’allunyen poc de la recta :: poca variabilitat d’origen aleatori

- Reciprocament, amb R? baix, les dades no s’ajusten be :: els punts es poden
allunyar molt :: gran variabilitat d’origen aleatori (no explicada per X, volem dir).

- R2 és un indicador de qualitat de I'ajustament, partint de que tenim un model lineal

- r €s un indicador d’associacio entre dues variables relacionades linealment, pero
no suposa cap model al darrera (caracter descriptiu)
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REGRESSIO: estimacié dels parametres

Bo , By, o? i & sOn valors poblacionals, auténtics, desconeguts, a ‘estimar’.

L’estimacio dels dos primers, déna lloc a la recta estimada:

N

Y; = by + by X;
que permet fer prediccions per a cada observacié amb el seu error de prediccio
€ =YY,

L" estimacid minim quadratica (annexe 6.12 d’Estadistica per a enginyers informatics. Ed UPC)

consisteix en calcular els estimadors b, i b; de Byi B, , minimitzant la suma dels

errors de prediccié al quadrat:  2(e)?= 2(y,-5,)% = 2y, -b, -bX,)?

La solucid al problema de minimitzacid és el seglient: (Ref: Eei.Ed.UPC pg144 )

S S — —
bl:S)gY:rXYSY bO:Y'le S2
X X

_ Xe
- n-2

( Recordeu que Sy és la covarianca mostral i ryy la correlacid mostral )

(a I'enllag Regression by Eye a Laboratori a http://www-eio.upc.es/teaching/pe/ podeu comprovar (Show) el valor
de r i el de MSE de les rectes ajustades amb el valor minim que s’obté amb la recta de regressio )



EXEMPLE: Cervesa i contingut d’alcohol a la sang

cerveses | alcohol Usant que: calculem:

5 0.1
21003 y- »=0.07375 52 =0.0019483

: 2 (Z yi)z _
T 0'0s PR i x=48125 s2 =4.829167

r n-1
7 0.095
3 0.07 Z X Vi~ % SXY — 0-08675
5 0.06 Sxy = w1
3 0.02 Fvy =Syy [ Sysy =0.894338
5 0.05
4 0.07
6 0.1 > Im(alc ~ n.cerv)
5 00-00895 Sx, =77 3 x? =443
1 0.01 Sy =118 Y 2 =0.11625 Call:
4 0.05 Im(formula = alc ~ n.cerv)
> x;y; =6.98
Resultats de la regressio: %cl)eIﬁCiez;S:
ntercep n.cerv
Sy Sy -0.01270 0.01796
Sk Sx
by=Y -b X = Y, =
Ye?
=2 T

(variancia de 1’error amb R: sum( Im(alc ~ n.cerv)$resid "2 )/14



REGRESSIO: interpretacio dels parametres

Els parametres de la recta han de ser interpretats d’acord amb les seves unitats.

El pendent s’interpreta directament com a tal:

- Experiments: La resposta Y tindra un canvi esperat de ; (unitats de Y)
per cada increment de 1 unitat fet en la causa X.

- Previsio: Una variacio de 1 unitat en la variable X s’associa amb

una variacio de B, unitats en la variable Y.

La variancia residual s’interpreta:
- Experiments: Variabilitat de la variable Y.

- Previsio: Error de prediccio de la variable Y, conegut el valor de X.

[La constant és necessaria per construir el model, perd secundaria en si mateixa]
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EXERCICI: Pantalla d’ordinador (Ref: Eei.Ed.UPC pg 143)

La pantalla de I'ordinador portatil és I’element que consumeix més energia del sistema. Per
estudiar I'impacte que el nivell de brillantor de la pantalla (que l'usuari pot graduar) té en la
durada de la bateria, treballant amb tasques quotidianes, es mesura el temps que l'ordinador
triga des que arrenca amb la bateria totalment carregada fins que avisa per manca d’energia
suficient per continuar. Els resultats obtinguts figuren a continuacio:

X Brillantor |1|2|3|4|5|6|7|8|9|10

Y Durada(min) | 241 | 193 | 205 | 169 | 174 | 134 | 163 | 124 | 111 | 92w
Varia la durada de la bateria segons el nivell de brillantor? md
)_/: | P '
. g s ¢
S = —
x: e &
100 4 T
st =
50
Sxy =
_ o

I"XYISXY/SXSY— T T T T T T
0 2 4 & 8 10

S S Brillantor
b :7XY = 7Y: =
1 Sg XYS R: > Im(Durada~Brillantor)
X X ~
_ - y =
by=Y -b X = :
. 2o
(n-2)
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REGRESSIO: distribucio dels estimadors

DISTRIBUCIO DELS ESTIMADORS MINIMS QUADRATICS

b, és una combinacié lineal de normals i, 02

-1)s%

)

per tant, continuara seguint una D. Normal. bl B N(,Bl, (

Aixi, la distribucio de I'estimador b, és:

XZ
(n-1)S2

b, també és una combinacié lineal de normals.

by~ N (B, 0* (¥ +——3)

Aixi, la distribucio de |'estimador b, és:

2
§? = nZe,z és estimador no esbiaixat de 62,
- - 2y,-3)° et
i coneixem que ) & e
q - Zn-Z (n—2)S2

2 2
(o} O

2

. ’ . . 4 \ . =\ . . J 4 Z}'I'
Aixi, la distribucio de referencia de |la variancia residual és: o’ ¢

EXEMPLE d’aplicacid: si es vol millorar una recollid des on s’ha observat un error
2
estandard massa gran en |'estimacio b, de B, (S, = (n-DS" ), éque es pot fer?

Solucions per disminuir Sb1 : intentar ‘controlar’ les fonts de variacid en 02 ; augmentar 'n’;

i ampliar la ‘finestra’ de I'estudi S2,



Regression Plot

EXEMPLE

4 . !
»{mest Y preu Gasoll Recollim diferents rectes de
regressio, segons la mostra.
a0 '/
*1  Suposem que la relacio e
. , 0.257
entre X iY és realment:
0.204
1 Y=0.86+0.02X + ¢ -
0.0
3.2 0051
0.00
0.042 0.014 0.046
3.0
f |
0404 frequency
281 on € té una desviacio °¥]
tipus = $0.1 0a0-
0.25
2.7
Prenem mostres de 10 0207
observacions (X fixades) 015
2.4 0104
X: preu barril petroli Brent 005
2.2 T T T T T T T T BFBMI = 0.00
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0.6

n.o4a
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... observem
diferents valors del
pendent...

nnzz 0024 0.0za

...ide la
constant.
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1.6

b

n.nzs

b
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REGRESSIO: inferéncia

Podem realitzar la inferéncia habitual (IC, PH) per Bo By 102 a partir de:

b _SXY (bl_ﬂl): (bl'ﬁl) ~ ¢
1~ S)Z( S, s e
(n-1)S?
(S2 és l'estimador de ¢2)
bo = )7 - bl Y (b - o) = (by ’80) = T (els graus de llibertat sén n-2
Sbo (}/ per les dues restriccions al
gl 1)52 necessitar estimar dos
parametres previs)
5 Zel.z (n- Z)S2
S — Zn 2
n-2 o’
Estimadors Estadistics i la seva distribucio
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RESUM DE LES PROPIETATS DELS ESTIMADORS

Parametre Bo B, c2
Estimador b, =Y -b, X b, = Sy / S2, § S2 = 5e22/(n-2)
Esperanca E(by) =B, E(b,) =B, E(S2) =62
DR N N y?'..‘..‘..'..' ------------------- 2 ---------------------------------------------------------------------
— 2 _
)= g V0= s
Variancia > > V(S2) =26%/(n-2)
(S, = 2(}/ X ) (Sh = S/ 2)
° n'(n-1)S? o\ (n-1)S;
Distribucié by ~ N b, ~ N (n-2)S2/ 62 ~ %2,
: ( bo'Bo) / Spo ~ T : (by-By)/ Sp1 ~ thos
: 1C(85% 5. = : 1C(85% 5. = 1C(95%,52) —
PASALAE TR ISR (1-2)S2/2,, 0,075 <02
0+ tn-2,0.975"=b0 : 17 %h-2,0.975 b1 < (N-2)S%/32,,5 5 005
H, usual : By = O : B, =0
Rebutgem H, si by / Spo > th-2,0.975 by / Sp1 > th20.975
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EXEMPLE: Cervesai contingut d’alcohol ala sang

Tem’em: R: > summary(Im(alc ~n.cerv))
y, = -0.0127 + 0.0180 X; Coefficients:
_ Estimate Std. Error t value Pr(>|t])
amb 5, =0.0180
(Intercept) -0.0127 0.0126 -1.00 0.33
2
sy =4.8292 n.cerv 0.0180 0.0024  7.48 3.0e-06 ***
$? =0.000418 HHH
Signif. codes: O “***” 0.001 “**” 0.01 “*” 0.05 “.” 0.1 <~
Per tant,
SZ Residual standard error: 0.0204 on 14 degrees of freedom
Sb N e e 0.0024 Multiple R-squared: 0.8, Adjusted R-squared: 0.786
b (I’l-l)Sx F-statistic: 55.9 on 1 and 14 DF, p-value: 2.97e-06

Objectiu : 'saber’ si B, és diferent de zero
Hipotesi : H : B,=0 (bilateral, per simplicitat)

Estadistic: ?\/(bl zgfl) Z(bls_ﬂl) Distribuci6 sota H: t_, (premisses a indicar i analitzar)
by
(n-1)S2

Calculs: = 7.48 P-valor= 3.0e-06 (2*(1-pt(7.48,14))), per tant << 0.05
Punt critic = 2.145 (qt(0.975,14))), per tant 7.48 > 2.145

Decisio : No és versemblant que el coeficient del pendent sigui 0

IC(95%,B1) = by £t,;0675°Sp; = [0.0128 ; 0.0231]

Conclusio practica: cada cervesa de més incrementa el contingut d’alcohol per decilitre de
sang en un valor que pot estar entre 0.0128% i 0.0231%, amb 95% de confianca.
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EXEMPLE: Cervesai contingut d’alcohol ala sang

Tem’em:
V, = -0.0127 + 0.0180 X;

amb 5, =0.0180

S)Z( =4.8292 X =4.8125
S? =0.000418
Per tant,
2 X’
S, =\/S (%+(n-1)Sf): 0.0126

R:

> summary(Im(alc ~n.cerv))
Coefficients:
Estimate Std. Error t value
(Intercept) -0.0127 0.0126 -1.00
n.cerv 0.0180 0.0024 7.48

Significodes:c 1 Or =k 10001137 0L.01

Pri>1tD)
0.33
3.0e-06 ***

<% 0.05 <. 0.1 < *

Residual standard error: 0.0204 on 14 degrees of freedom

Multiple R-squared: 0.8,

Adjusted R-squared: 0.786

F-statistic: 55.9 on 1 and 14 DF, p-value: 2.97e-06

Objectiu: saber’ si B, és diferent de zero
Hipotesi: H, : B,=0 (bilateral, per simplicitat)

Estadistic: (by - )

7= by~ fo)

Sy,
Calculs: f= -1.0

Punt critic =

Decisio :

Distribucio6 sota H: t_,

IC(95%,Bq) = b, £ th-2,0975"Sh0 = [-0.0397; 0.0143]

Conclusid practica: No es pot rebutjar que la recta passi per lI'origen, pel punt (0,0):
a 0 llaunes de cervesa li correspon alcohol 0.0%.

B6Pre

(premisses a indicar i analitzar)

P-valor= 0.33 (2*(1-pt(1.0,14))), per tant 0.33 > 0.05
2.145 (qt(0.975,14))), per tant |-1.0] < 2.145

SI que és versemblant que el coeficient de la constant a I'origen sigui 0

19



EXERCICI: Pantalla d’ordinador (n=10)

Teniem: R: > summary(Im(Durada~Brillantor))
j}i = 239.9 - 14.41 X,

amb p =-14.41

s? =9.167
S?=227.3
Per tant,

2
Sb = S 2 =
! (n-1)S:

Objectiu: ‘saber’ si B, és diferent de zero
Hipotesi: H, : B,=0 (bilateral, per simplicitat)

Estadistic: Distribucio6 sota H: t_, (premisses a indicar i analitzar)
Calculs: i‘\: P-valor=

Punt critic =
Decisio :

IC(95%,B1) = b, £ th-2,0.975"Sp1 =

Conclusié practica:
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Fases del procés de models estadistics

(Capitol 7 d’Estadistica per a enginyers informatics. Ed UPC)

Especificacio Estimacio dels K Estudi de 0K Aplicacio,
del Model Parametres [ —* les PremissesT | Prediccions
MO MO
Ok Ok
-

Un cop especificat el model i estimats els parametres, perque sigui Util (aplicar-lo,
fer prediccions), cal estudiar les premisses assumides (una analisis exploratoria
per confirmar que sén “raonables”)

Si durant el procés de modelar, no s’aconsegueix trobar els resultats desitjats,
pot ser que el model sigui millorable.

En aquest cas, podem procedir a realitzar transformacions (In(X), In(Y), 1/Y, Y/X,

arrels, poténcies,...) 0 buscar altres variables predictores.



Validacio model lineal: analisi dels residus

L’analisi de les premisses en la variable de resposta en regressio es poden
traspassar a la part determinista (recta) i la aleatoria (residual).
En la part determinista:

Linealitat entre X i Y en el rang considerat

En la part aleatoria:

com que X; no és v.a, és constant, no esta mesurada amb error,

llavors V(y,)=V(B, + B.X, + €)=V(e)=c2, i aixi

les premisses sobre la part aleatoria de y, les analitzem sobre els residus €
e, son v.a. i.i.d. amb una D. Normal N(0,s2) (e; soroll blanc)
Homoscedasticitat: mateixa o2 per qualsevol i

Independeéencia: un error no porta informacio sobre el valor de l'altre

Normalitat: resultat de molts fenomens aleatoris amb pesos petits



Els models en estudi sén una representacié simplificada de la realitat, per aixo més
que l'acompliment exacte de les premisses interessa un grau raonable de

compliment perque el model sigui util.

El compliment de les premisses anteriors permet poder recorrer a les distribucions
de referencia (per fer IC, PH) i garanteix que el model és el millor possible (si
alguna no es compleix pot disminuir-ne l'eficiéncia).

L’analisi de les premisses estudia si s6n raonables o, en cas \\
contrari, per trobar un model alternatiu que encaixi millor. /)

La validacio es basa en el coneixement previ teoric i en analisis grafiques:

- e vs X, (també e, vs “FittedValues”)

- €, VS ordre observacions

- grafic de probabilitat normal (ggnorm, millor que I’'histograma de residus e;)



Grafic Y, versus X,
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Permet estudiar la linealitat i la homoscedasticitat.
(En aquest exemple: OK tots dos)
Es molt facil i intuitiu, perd ineficient: molts espais en blanc

Es pot millorar, substituint Y pels residus.



Grafic e, versus x; (mateixes dades)
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Linealitat: totes les mitjanes a la mateixa alcada (aprox.).
Homoscedasticitat: Encara que semblen variar les S, cal recordar que S té

molta oscil-lacié mostral: de fet han estat generades totes amb la mateixa o



Grafic e, versus Xx;

= Exemple de heteroscedasticitat:

La variancia de les pertorbacions

SR augmenta amb X.

= Exemple de no linealitat:

' . Suggeriment:

' ' proveu amb les dades
| ( del consum de benzina
i velocitat




Una variable interessant és I'ordre de les observacions.

Grafic e, versus ordre observacions

-

I

Aquestes dades mostren un patro: residus + i — s’alternen.
No hi ha independéncia entre observacions consecutives.
Es tipica de series temporals: variables recollides al llarg del temps.
p.e.: les hores dormides en dies consecutius solen tenir una correlacié -



Grafic de probabilitat normal (ggnorm(), Recta de Henry,...)
Representa la mateixa variable:

A les abscisses, els valors observats: Residus tipificats E(e)=0, V(e )=1
A les ordenades, con si fossin normals: Residus normalitzats N(0,1)

Si coincideixen en un recta: observats=normals

3 37
. 3
2 27 2 .
o "’
1 17
o 0]
-1 "". -1
) 27 -2 s
[ ] [ ]
-3 -37
—4|IIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIII —4|IIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIIII
-4 -3 -2 -1 (0] 1 2 3 4 -4 -3 -2 -1 (0] 1 2 3 4
Normalitat No normalitat

Hi ha moltes variants: les variables poden estar tipificades o no.



2000

EXEMPLE: NORMALITAT (?)

1000

0

Aquesta variable ha estat simulada a partir

d’un model NO Normal, i s'interpreta

Sample Quantiles
1000

correctament la seva NO normalitat.

-2000

Si qualifiguem les seglients expressions,

-3000
I

de més correcta (4) a més incorrecta (1)

-4000

Theoretical Quantiles

Aquesta variable NO pot ser representada amb la D. Normal.
Aquesta variable pot ser modelada amb la D. Normal.
Aquesta variable segueix la D. Normal

Aquesta variable NO segueix la D. Normal

La seva aproximacid a la Normal es suficient (o raonable)

La seva aproximacio a la Normal NO és suficient (o raonable)
Hem demostrat que la variable és Normal

Hem demostrat que la variable NO és Normal



EXEMPLE: NORMALITAT (?)

Aquesta variable ha estat simulada a

partir d'un model Normal, i s’interpreta

Sample Quantiles

correctament la seva normalitat.

Si qualifiguem les seglients expressions,

de més correcta (4) a més incorrecta (1):

Theoretical Quantiles

Aquesta variable NO pot ser representada amb la D. Normal.
Aquesta variable pot ser modelada amb la D. Normal.
Aquesta variable segueix la D. Normal

Aquesta variable NO segueix la D. Normal

La seva aproximacio a la Normal es suficient (o raonable)

La seva aproximacid a la Normal NO és suficient (o raonable)
Hem demostrat que la variable és Normal

Hem demostrat que la variable NO és Normal
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EXEMPLE: HOMOSCEDASTICITAT (?)

2000
|
L]
L]

1000
|
[ ]

Aquesta variable ha estat simulada a . . .

0
|
.
L
.
.
4
o
.
o

partir d'un model amb variancies

diferéncia(ms)
1000
|

creixents, i s’interpreta correctament la

2000 -
|
®

seva heteroscedasticitat. o =

-3000

Si qualifiqguem les seglients expressions, .

0e+00 2e+05 4e+05 6e+05 8e+05 1e+0(

-4000

de més correcta (4) a més incorrecta (1)

n

Aquesta variable NO pot ser representada amb un model homoscedastic
Aquesta variable pot ser modelada assumint homoscedasticitat

Aguesta variable és homoscedastica

Aquesta variable NO és homoscedastica

La seva aproximacid a la homoscedasticitat es suficient (o raonable)

La seva aproximacio a la homoscedasticitat NO és suficient (o raonable)
Hem demostrat que la variable és homoscedastica

Hem demostrat que la variable NO és homoscedastica



EXEMPLE: HOMOSCEDASTICITAT (?)

0.5

Aquesta variable ha estat simulada a partir

0.0
|

d’'un model amb igualtat de variancies, i

s‘interpreta correctament la seva

log(Merge)-log(Quick)
oo
®
*

-0.5

homoscedasticitat.

Si qualifiguem les seglients expressions,

<
< - Y

de més correcta (4) a més incorrecta (1) - ' | |

0e+00 2e+05 4e+05 6e+05

n

Aquesta variable NO pot ser representada amb un model homoscedastic
Aquesta variable pot ser modelada assumint homoscedasticitat

Aguesta variable és homoscedastica

Aquesta variable NO és homoscedastica

La seva aproximacid a la homoscedasticitat es suficient (o raonable)

La seva aproximacio a la homoscedasticitat NO és suficient (o raonable)
Hem demostrat que la variable és homoscedastica

Hem demostrat que la variable NO és homoscedastica

8e+05

T
1e+06



EXEMPLE: Pantalla d’ordinador

par(mfrow=c(2,2))

plot(Im(Durada ~ Brill),c(2,1)) # QQ-Norm 1 Standard Residuals vs. Fitted
hist(rstandard(Im(Durada ~ Brill))) # Histograma dels residus estandaritzats
plot (1:10,rstandard(Im(Durada ~ Brill)),type="1") # Ordre dels residus

estandaritzats
Residuals vs Fitted ” Normal Q-Q
o7 =4 : o
= — o = Cy] et
.-g = e T ———— © _,-o-"’"'f; E ::i n o .--'?"---9
_ G e g | o
2 o E w o__,-‘?"
= 7] o I g 7] 5
a — e i E e ] o2 -::-= ’
[ I I I I I I w A I T I [ I I I
100 120 140 160 180 200 220 -1.5 -1.0 0.5 0.0 0.5 1.0 156
Fitted values Theoretical Quantiles
Histogram of rstandard(mod)
Lo}
od |
= -
= — o —
= E w |
@ o | T o
g " T 5]
L _ 5 S
A
— L e

0.0
1

rstandard{mod) 1:10
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EXEMPLE: Cervesa i contingut d’alcohol a la sang

par(mfrow=c(2,2))

plot(Im(alc~n.cerv),c(2,1)) # QQ-Norm 1 Standard Residuals vs. Fitted
hist(rstandard(Im(alc~n.cerv))) # Histograma dels residus estandaritzats
plot (1:16,rstandard(Im(alc~n.cerv)),type="1") # Ordre dels residus
estandaritzats
Residuals vs Fitted . Normal Q-Q
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- = o —
o M “ o E 70
= o = —_ SR
= ] o——i_____o = o / g oo @07 -
o o w .E _
= g — o ¢ ko] o “ 'l:m - 9'@'0
< g = E — - o o O»'GJG
T T T T T T T w T T T
000 002 004 006 008 010 012 014 2 1 0 1 2
Fitted values Theoretical Quantiles
Histogram of rstandard(Im(alc ~ n.cerv))
W/ E-
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. - =
) i
S o1 — = - 7]
= =
T N E o 4
= =
o - £ 7
[ I I I I | - I I I
i 1 0 1 i 3 5 10 15

rstandard{im{alc ~ n.cen}) 1:16



Prediccio
(REGRESSIO)
En primer lloc la prediccié puntual de Y per a valors concrets de X (X,) usa la part
determinista: V, =b, +b X,
Pero, com tenir en compte la part aleatoria? Dues situacions ben diferenciades:
1) estimar la variabilitat del valor esperat per a les observacions X=xn

2) predir un interval pel valor individual corresponent a X=xn

704

1) per estimar esperanca i varianca de la «

prediccid, utilitzarem
J;h = bo +b1Xh = Y+b1(Xh 'X)

i llavors, 20

E(y,)=E(b,+bX,) =B+ Bx, = 1, 10: ‘

(és no esbiaixat!) o 1 2 5 . 5 o 7 o °
. - — — — 2 (X, -X)%c? 1 (X, -X)

VG,) =V (¥ +b,(X, - X)) = V(T)+ (X, - X)W (b) = T+ Ko RS LV
(74) ( (X, ) (Y)+(X, )V (D) p (n—l)Sf o (I’l (n—l)Sf )

(major variancia a major distancia de x )

Substituint o per S podem fer regions de confianga per y, amb una t_,



2) Per predir l'interval dels valors individuals y,, de Y per X=Xx;
utilitzarem també ¥, =), =b, +b X,
I llavors
E(y,)=E(,)=n,
amb Error Quadratic Mitja de Prediccio
(EOMP =E(y,-5,)°)
que es pot descomposar

707

de forma semblant o
a la descomposicio -

de sumes de quadrats:

E(yh-j}h)z:E(j}h-mh)2+E(yh-mh)2 ° ! 2 3 4 5 E 7 8 o
donant lloc a o o

1 (X, -X)° 1 (X, -X)°

%4 -2 =4 h +o2 =’ [1+=+ h

que permet identificar 3 fonts de variabilitat en la prediccid dels valors individuals:

Natural (o2) + Per estimacio mitjana (02/n) + Per estimacio pendent



Resum de previsions de la resposta

Estimacié puntual

j}h :bo +b1Xh

Y :.),}h =b, +b X,

Estimacio per
interval

Per al valor esperat

(X, -X)°
yh—fnzows \/(}/ Z(X X)

Per a valors individuals

(X, - X)°

Yt 200 \/(14‘}/4‘ Z(X X)

7)
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EXEMPLE: Pantalla d’ordinador Sabiem: )71. =239.9 — 1441 X; i X=55

X Brillantor | 1 | 2 | 3 | 4 | 5 | 6 | 7 | 8 | 9 | 10 =9.167
2 _
Y Durada(min) | 241 | 193 | 205 | 169 | 174 | 134 | 163 | 124 | 111 | 92 §"=22713
Quina durada podem esperar per a pantalles de brillantor 7.5?
Estimacid b =b. +b X.. = =y, =b+b X, =
puntual Y15 =0y TDO A7 V15 = V15 =0y T O A 75
Estimacio Per al valor esperat Per a valors individuals
per interval 2 Y Y)2
- (X75 5o+ S 11 10 ( 75 ) _
tt oS V15 Elg 09755, 1+ 110+ 2
Y75 18,0975 \/yo (X, X) > (X, - X)
Per a pantalles de brillantor esperada de Per a una pantalla de brillantor 7.5
7.5 podem esperar una durada entre ... podem esperar una durada entre ...

(Veure grafics de pags. 191-192 a Estadistica per a enginyers informatics. Ed UPC)
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modem$Tpo1hb

EXEMPLE: FTP Baixant fitxers amb modem 1Mbps
Resposta: temps [s]. Var. explicativa: mida fitxer [MB]

Model #1: temps vs mida. Problema, heterocedasticitat. Tenim prediccions negatives

Model #2: log(temps) vs log(mida). Desfem canvi amb exp(prediccid); ara son
satisfactories i tenen en compte que fitxers petits tenen fluctuacions petites en temps

logimodem$Tpo1Mb)

0.3 1.0 1.5 2.0 2.9 -2.0 -1.5 -1.0 0.5 0.0 0.5 1.0

modem$Tam1Mb modem$Log.tam1mb



EXEMPLE: FTP Baixant fitxers amb modem 1Mbps

Detalls

> modem$TamlMb

[1] 1.59129 1.59129 0.51858 1.29297 0.14062 0.22461 0.66895 2.68000
> modem$TpolMb

[1] 23.22 14.56 6.07 13.50 1.38 2.24 5.95 23.45

> modl = Im(TpolMb ~ TamlMb, data=modem)

> summary(modl)

Coefficients:

Estimate Std. Error t value Pr(G|t])
(Intercept) 0.908 1.962 0.46 0.65995
TamlMb 9.544 1.447 6.59 0.00058 ***

> modem$Log.tamimb = log(modem$TamiMb)
> mod2 = Im(log(TpolMb) ~ Log.tamlmb, data=modem)
> summary(mod2)

Estimate Std. Error t value Pr(c|t])

(Intercept) 2.3322 0.0679 34.3 4.1e-08 ***
Log.-tamlmb 1.0083 0.0673 15.0 5.6e-06 ***
> predict(mod2, int="prediction™)

fit lwr upr

1 2.80061 [2.30739 3.29384

2 2.80061 |2.30739 3.29384
3 1.67006 |1.18913 2.15100 Proveu a trobar a ma

aquests resultats




ANNEX: Model “quantitativa vs categorica”

Quin model usar quan la intervencié X (o condicio Z) és categorica?

“ //.
N

®
\@
\

\

j'
/"
/ e

8

/

N

\

;
/
\

AN
\\ .

lo

X X

Petita variabilitat entre grups
Gran variabilitat intra grups

Gran variabilidad entre grups
Petita variabilitat intra grups

Com a la regressid, podrem descomposar la variabilitat total en dues fonts de
variacio: entre-grupos i intra-grupos

Com a la regressid, podem tenir 2 objectius ben difereciats:
- predir la resposta Y a partir (observacio) dels valors Z (interesara conneixer R2)
- canviar la resposta Y escollint (disseny d’experiments) els valor de X (interesaran les y, )



EXEMPLE: “Temps i nombre de nodes de graf en Dijkstra”

Volem estudiar: - el temps de CPU empleat per |'algorisme Dijkstra

- segons el numero de nodes del graf

Si ho fem estudiant les caracteristiques en grafs de 250, 500 i de 1000 nodes:

Si ara dubtem de la linealitat de les
3 mitjanes podem optar per un
model que oblidi els niUmeros de
nodes i els tracti com 3 categories,
mirant Unicament quin és el valor

mitja de Y per cada categoria de Z.

També té sentit estudiar la
descomposicio de la variabilitat en:
-deguda al factor X i

-aleatoria o residual.

10 H

[
=y

T T T T T T
0 200 400 500 800 1000

hodes_catg
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Model “quantitativa vs categorica”: model, parametres

Ara el model es: Y= p; + g;
amb Y; valordelaY en el casidel grupj

u; esperanga del grup j (de n; observacions de les N totals)
(el parametre l; s'estima per la mitjana V) (desviacié s;)
error aleatori o diferencia del cas i a la mitjana del seu grup j
(el parametre c? és la variancia de g; o variancia residual

EXEMPLE: (Estadistica per a enginyers informatics. Ed UPC pg 154 Ref: Eei.Ed.UPC pg154)
Notes en 3 grups d’'una assignatura.

Els parametres p,, p, i u; son les esperances de la nota en cadascun dels grups de
n,=32, n,=28 i n;=25 casos respectivament (en total N=85)

Les mitjanes i desviacions mostrals en cada grup sén:
y,=6.15,5,=5.73,y,=5.48,5,=1.8,5,=1.5,5,=2.0

Qué val la mitjana global? Solucié: Y = 5.81

Qué val la variabilitat combinada dins els grups? Solucié: S? = 3.136

(com en la regressid, és |'estimacié de 62 i es comprovara amb resultat a taula Anova)

Aquest model es pot veure com l'extensio de la comparacio de 2 u al cas de k p.
Pero també, com l'estudi de la descomposicid de la variabilitat:

- entre els grups: quant expliquen de la variabilitat global

- i dins els grups: variabilitat ‘dins’ que no es pot relacionar amb el grup



Model per variable quantitativa vs categorica:
descomposicio de la variabilitat

TAULA D’ANALISIS DE LA VARIANCA (ANOVA, ANalysis Of VAriance)

També posarem els termes de SQ en forma de taula:

(Ref: Eei.Ed.UPC pg 154)

SQ Graus llib. | QM =SQ/GdL Rati
(R: Sum Sa) GdL (R: Mean Sq) | (R: F value)
(R: DF)
Explicada pel ~ s — Me=
o o [ 20 -1 ! gQ E/ ey | F= oV
rups o -
Betweeng)g P z i—=1 ](y] Y) E ( ) QMR
Residual — =
(Re;sFleeg?dual) SQr= N-k | QMg
INTRA i
s/vnhin)grUIOSO Z Z L 0=y SQr/(N-k)
Total SQr= N—1

ZﬁfZZ’ (v =)’

P-valor
(R: Pr(GF))

1-
pf(F_value,
k-1,N-k)

En aquest cas amb les dades individuals podem calcular els SQ, i partint de mitjanes i
desviacions tenim també que LN 2
que  SOr ijl (m—1)s,

I llavors SQT

:‘SQL;+”SQL2



Model per variable quantitativa vs categorica:
descomposicio de la variabilitat

PH GLOBAL
La hipotesi de que X no aporta informacio sobre Y (igualtat de totes les 1;) €s
tradueix en que tota la variabilitat entre les y; és deguda a la fluctuacio del mostreig
PH: H, : Variabilitat(y;) = 0

H,: Variabilitat(y;) > 0 unilateral!

que es resol amb la ratio F dels quadrats mitjos de la taula de descomposicié de la

vanapilitat ﬁ = QME (Ref: Eei.Ed.UPC pg 155)
OM
, 2 SO .
COEFICIENT DE DETERMINACIO: R° = g
T

Com en el cas anterior, és un rati que ens permet identificar de tota la variabilitat

de les Y quina part ve associada a (explicada per) X
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EXEMPLE: Notes en 3 grups (Ref: Eei.Ed.UPC pg 154)

- . } )
SO, =Y ""n (7, -7) = 6.60  SOx=) (n-1)s’=257.19 SO, =50, +50, = 263.79

Font Variabilitat SQ GdL DF QM Raéd
: 6.60 2 3.3
Explicada (entre) 1.052
Residual (intra) |257-19 82 3.136
Total 263.79 84

Objectiu ‘saber’ si el grup afecta a I'esperanca de la nota

Hipotesi  H : Variabilitat(p) = O (unilateral)

Estadistic /= QM. / QM,

Distribucié sotaH: p— F, s> (les premisses caldra indicar-les i analitzar-les )
Calculs F= 1.052 P-valor= 0.354 (1-pF(1.052,2,82))
Decisid SI és versemblant la hipotesis que I'esperanca de la nota és igual en tots els grups

Conclusi6 practica: El rendiment mitja no és diferent en els tres grups estudiats
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EXEMPLE: Notes en 3 grups. IC de les mitjanes
Sabent que: ¥,=6.15,y,=5.73,5,=5.48,5,=1.8,5, =1.5,5, = 2.0

Y =5.81

S2=23.136

Font Variabilitat SQ GdL DF QM Rad

Explicada (entre) 6.60 2

3.3

Residual (intra) |257-19 82 3.136

1.052

Total 263.79 84

Es pot calcular un IC per a la p global: IC(,U,l—Ot) = YifN_kyl_a/m/QMR/N

1C(1,0.95) = [5.432,6.197]

I també es pot calcular un IC per a cada p, amb la desviacié pooled (més robust que

calculat amb les dades de cada grup): IC(u;1-a)=y, 1y 1 ,1n\/OMrIn,

1C(14,0.95) =
1C(u,,0.95) =
1C(145,0.95) =

5.527,6.773]
5.064,6.396]

4.775,6.185)

B6Pre
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EXERCICI:

X:nombre de nodes, Y:temps amb transformacié logaritmica

nodes
catg IgT
10

Xj Yi
250 | 2.31 . .
250 | 4.48 b2 =3.082 8
250 | 2.59 *
250 | 3.06 2 _ o

S, = ] H
250 | 2.1 1 0.90 6 o
250 | 3.95 = = ®

= [=2]

500 | 3.94 YV, =4.91 g .
500 | 6.38 2 4 ® $
500 | 6.52 §, =1-79 .
500 | 5.27 . N ;
500 |3.72 Y4 =6.83
500 |3.61 )
1000 | 6.45 S3 =0.79 o
1888 g?é e 0‘ 2[;0 40I0 60‘0 solo 10I00
1000 6:08 Y =4.94 nodes_catg
1000 | 6.01 - R: > aov(lgT~as.factor(nodes catg))

:; —1.08 Call:aov(formula=IgT~as.factor( nodes_catg))

Terms:

nodes_catg Residuals
Sum of Squares 42.12188 17.37490
Deg. of Freedom 2 15
Residual standard error: 1.076256
Estimated effects may be unbalanced
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EXERCICI: “"Temps i nombre de nodes de graf en Dijkstra”
S0, =3""n (5, -Ty = 42,12 SOx=3 (w-1s°=17.38  SOr =S50y +50; = 5950

n.
jA

Font Variabilitat s5Q GdL DF QM Rad R: > anova(aov(lgT~as.factor(nodes_catg)))
- Analysis of Variance Table
Explicada (entre) | 42-12 2 21.06 18 15| Response: IgT
Residual (intra) | 17.38 15 | 1.16 wsfactor¢ T Oum Sa Mean Sq Fvalue - PreH)
nodes_catg) 2 42.122 21.061 18.182 9.789e-05
Total 59.5 17 Residuals 15 17.375  1.158

Objectiu ‘saber’ si el grup afecta a I'esperanca del la nota
Hipotesi  H : Variabilitat(y,) = O (unilateral)
Estadistic F = QM. / QM,

Distribucié sotaH: f— F, 15 (les premisses caldra indicar-les i analitzar-les )
Calculs F— 18.15 P-valor= 0.000098 (1-pf(18.15,2,15))
Decisid No és versemblant la hipotesis que el nombre nodes no aporta info sobre el temps

Conclusio practica: El logaritme del temps mitja és diferent en els tres nivells de nombre
de nodes estudiats.
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